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Resumen: La agricultura inteligente integra tecnologías como la inteligencia artificial (IA), drones e 

Internet de las Cosas (IoT) para aumentar la productividad agrícola, optimizar los recursos y reducir 

el impacto ambiental. Sin embargo, desafíos como datos limitados, entornos complejos y la 

necesidad de predicciones en tiempo real precisas dificultan el progreso. Las Redes Generativas 

Antagónicas (GANs) ofrecen soluciones prometedoras: los generadores amplían conjuntos de datos 

limitados con datos sintéticos, mientras que los discriminadores apoyan tareas como el monitoreo 

de la salud de los cultivos, la detección de enfermedades y la evaluación de la calidad. Esta doble 

funcionalidad mejora los modelos basados en datos y la toma de decisiones robusta. A pesar de su 

potencial, las GANs enfrentan desafíos, incluida la inestabilidad del modelo, altas demandas 

computacionales y una interpretabilidad limitada, aspectos que deben abordarse para una adopción 

más amplia. Esta revisión explora las aplicaciones de las GANs en el monitoreo de cultivos, la 

identificación de enfermedades, la predicción de rendimiento y la modelización ambiental, 

destacando su papel en el avance de una agricultura sostenible y la seguridad alimentaria. Además, 

examina la investigación actual, identifica desafíos y describe futuras direcciones para mejorar las 

prácticas de agricultura inteligente a nivel global. 

Palabras Claves: Agricultura inteligente, Redes Generativas Antagónicas, Monitoreo de Cultivos, 

Agricultura Sostenible, Aumento de Datos. 

1. Introducción 

La agricultura ha sido la columna vertebral de la civilización humana, desempeñando un papel 

fundamental en la seguridad alimentaria y el crecimiento de la sociedad. Más allá de su función 

inmediata de producir alimentos, la agricultura sostiene la estabilidad económica y preserva 

tradiciones culturales en todo el mundo. Sin embargo, a medida que la urbanización se acelera, el 

sector agrícola enfrenta desafíos sin precedentes. En países como México, la rápida expansión de los 

centros urbanos ha transformado el panorama demográfico. Entre 1950 y 2010, la proporción de la 

población mexicana que vive en áreas urbanas aumentó del 43% a casi el 78%. Este cambio ejerce una 

enorme presión sobre los sistemas agrícolas para satisfacer las crecientes demandas mientras se 

adaptan a las limitaciones de las sociedades urbanas modernas [1]. 

Históricamente, el sector agrícola de México se ha beneficiado de sus vastos recursos naturales, 

con aproximadamente 27.5 millones de hectáreas de tierra cultivable que sustentan una gran 

diversidad de cultivos y ganado. No obstante, este potencial se ha visto afectado por importantes 

cambios socioeconómicos. En las últimas décadas, la migración rural-urbana ha reducido la fuerza 

laboral agrícola, dejando extensas áreas fértiles abandonadas. Solo en Puebla, más de 200,000 

hectáreas de tierras de cultivo permanecen sin cultivar debido a la escasez de mano de obra y la 

disminución de la población rural [2]. Esta tendencia revela una brecha crítica que las prácticas 

agrícolas tradicionales no pueden cerrar fácilmente, lo que hace urgente la necesidad de soluciones 

innovadoras para mantener la productividad, la eficiencia y la sostenibilidad en la agricultura. 
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La agricultura es, por naturaleza, una actividad intensiva en mano de obra y basada en el 

conocimiento, que requiere un equilibrio delicado entre esfuerzo físico, comprensión ecológica y 

dominio tecnológico. La complejidad de los sistemas agrícolas modernos—desde la gestión del suelo 

y el riego hasta el control de plagas y la cosecha—supera con frecuencia la capacidad de los métodos 

manuales. Para abordar estos desafíos, investigadores y profesionales han recurrido cada vez más a 

avances tecnológicos, integrando la automatización, la robótica y técnicas computacionales en las 

prácticas agrícolas. Por ejemplo, Hamuda et al. demostraron el potencial de la visión por 

computadora en la agricultura al emplear umbrales de color verde para distinguir las plantas de su 

entorno, optimizando procesos como el monitoreo de cultivos y la detección de malezas [3]. Estas 

innovaciones ejemplifican el poder transformador de la tecnología para reducir el trabajo manual, 

mejorar la precisión y optimizar el uso de recursos en las operaciones agrícolas. 

Las Redes Generativas Antagónicas (GANs) fueron introducidas en 2014 por Goodfellow et al. 

como un paradigma disruptivo del aprendizaje profundo. Este modelo se fundamenta en la 

interacción adversarial de dos redes neuronales: el generador y el discriminador. Comúnmente se 

implementan mediante arquitecturas convolucionales (CNNs), redes ampliamente utilizadas en 

aplicaciones de visión por computadora las cuales extraen características jerárquicas y patrones 

espaciales relevantes de los datos de entrada, facilitando la reducción de dimensionalidad y el 

procesamiento eficiente de grandes volúmenes de información. El proceso de generación en una 

GAN se desarrolla dentro de un espacio latente, un entorno vectorial en el que se encapsulan las 

variaciones intrínsecas de los datos reales. El generador toma como insumos vectores de ruido, 

típicamente extraídos de una distribución gaussiana, que actúan como puntos de partida en este 

espacio. A partir de dichos vectores, el generador produce muestras sintéticas que buscan reproducir 

fielmente la distribución y la complejidad de los datos originales. El entrenamiento se formula como 

un juego minimax, en el cual el generador y el discriminador se enfrentan de forma competitiva. El 

generador intenta minimizar una función de pérdida, una medida cuantitativa del error que refleja 

la capacidad del modelo para generar imágenes convincentes, con el objetivo de “engañar” al 

discriminador. Por su parte, el discriminador se entrena para maximizar esta misma función, 

distinguiendo con precisión entre muestras reales y sintéticas. Este intercambio iterativo impulsa una 

mejora continua en ambos modelos, hasta alcanzar un equilibrio en el que las imágenes generadas 

exhiben altos niveles de realismo. Como se ilustra en la Figura 1, el diagrama de la arquitectura básica 

de una GAN muestra de forma esquemática el flujo de datos: el generador, recibe un vector de ruido 

extraído de una distribución gaussiana y lo transforma en una muestra sintética, la cual es evaluada 

por el discriminador que contrasta esta salida con datos reales para retroalimentar el proceso de 

optimización. 

 

Figura 1 Arquitectura GAN                                                                                        

Diagrama elaborado por el autor, inspirado en el modelo original de Goodfellow et al. (2014). 

Las aplicaciones potenciales de las Redes Generativas Antagónicas (GANs) se extienden a 

diversos ámbitos, incluida la agricultura. En este sector, estas redes han demostrado un notable 

potencial en tareas como la detección de enfermedades en cultivos, el monitoreo de la salud vegetal, 
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la predicción de rendimiento y la ampliación de datos. Al generar conjuntos de datos sintéticos para 

complementar datos reales limitados, mejoran la precisión y robustez de los modelos predictivos, 

permitiendo a los agricultores tomar decisiones más informadas. Por ejemplo, las imágenes sintéticas 

de plantas enfermas creadas por estos sistemas pueden mejorar los modelos de aprendizaje 

automático para la detección temprana, reduciendo las pérdidas de cultivos y aumentando la 

productividad. De manera similar, pueden simular el crecimiento de plantas bajo diversas 

condiciones ambientales, ayudando a los investigadores a optimizar la asignación de recursos y las 

prácticas agrícolas. 

Además de las aplicaciones del generador, el discriminador dentro de esta arquitectura 

desempeña un papel crucial en la identificación y evaluación de la calidad de los datos. El 

discriminador, a menudo respaldado por un clasificador, permite evaluaciones precisas de datos 

sintéticos frente a datos reales, facilitando tareas como la detección de anomalías, el control de calidad 

y la identificación de características. Por ejemplo, en la agricultura, este componente puede ayudar a 

identificar patrones sutiles en la salud de las plantas que podrían pasar desapercibidos con métodos 

tradicionales o validar la fiabilidad de los conjuntos de datos aumentados antes de su integración en 

modelos predictivos. Esta doble funcionalidad de las redes, generación y discriminación, amplía su 

utilidad y subraya su potencial transformador en la innovación agrícola. 

A pesar de su potencial transformador, la implementación de estos modelos en la agricultura 

enfrenta varios obstáculos. Las altas demandas computacionales a menudo superan las capacidades 

de los entornos agrícolas tradicionales, mientras que la inestabilidad inherente y los desafíos de 

interpretabilidad de estos sistemas complican su adopción. Además, su integración requiere 

conocimientos especializados, lo que resalta la necesidad de una colaboración interdisciplinaria entre 

científicos agrícolas, expertos en aprendizaje automático y formuladores de políticas. 

No obstante, el uso estratégico de estas herramientas avanzadas representa una oportunidad 

clave para modernizar la agricultura y abordar desafíos globales urgentes. Al mitigar la escasez de 

mano de obra, optimizar el uso de recursos y mejorar la sostenibilidad, tienen el potencial de 

revolucionar las prácticas agrícolas y contribuir a la seguridad alimentaria mundial. Esta revisión 

explora sus aplicaciones en la agricultura, sintetizando la investigación actual, identificando desafíos 

clave y proponiendo direcciones futuras. Al avanzar en la integración de estas redes en el sector 

agrícola, este estudio busca demostrar su importancia como una herramienta para abordar las 

complejidades de la agricultura en el siglo XXI. 

2. Materiales y Métodos  

Para esta revisión, se llevó a cabo una búsqueda exhaustiva para identificar estudios relevantes 

sobre la aplicación de Redes Generativas Antagónicas (GANs) en la agricultura inteligente. Los 

artículos fueron localizados a través de búsquedas en bases de datos académicas como SpringerLink, 

arXiv, Nature, Elsevier, Google Scholar y Web of Science, utilizando los términos "Generative 

Adversarial Networks" o "GAN" para asegurar una selección enfocada en estudios directamente 

relacionados con esta tecnología. La búsqueda se limitó a artículos publicados entre 2014 y 2024, ya 

que las GANs fueron introducidas en 2014, y este período refleja la aparición y evolución de sus 

aplicaciones en diversos campos, incluida la agricultura. 

De todos los estudios encontrados, se seleccionaron tres artículos específicos que abordarán de 

manera detallada distintas áreas de aplicación: 

• Supervisión: Se analizará un estudio que utiliza GANs, orientado a la detección y 

seguimiento de cultivos y malezas. 
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• Control (Automatización): Se revisará un artículo enfocado en técnicas de automatización 

que emplean GANs para la detección de frutos y su recolección. 

• Aumento de Datos: Se considerará también un estudio que destaca la capacidad de las GANs 

para ampliar conjuntos de datos limitados, generando imágenes sintéticas de alta calidad que 

contribuyen a la mejora de la segmentación y predicción en aplicaciones agrícolas. 

Se dio prioridad a aquellos estudios que presentaran resultados experimentales significativos, 

aplicaciones prácticas o marcos teóricos con implicaciones para la mejora de los sistemas agrícolas. 

Se excluyeron aquellos que: 

• Se centrarán en otras tecnologías agrícolas inteligentes que no involucrarán GANs. 

• No estuvieran publicados en inglés. 

• Carecieran de detalles metodológicos suficientes o de resultados relevantes para una 

evaluación crítica. 

Cada uno de los tres estudios seleccionados fue analizado en función de su metodología, 

resultados, desafíos encontrados y conclusiones, lo que permitió identificar tendencias emergentes, 

principales obstáculos y oportunidades futuras para el uso de GANs en la agricultura. 

3. Resultados 

3.1. Aumento de datos 

Multi-Spectral Image Synthesis for Crop/Weed Segmentation in Precising Farming 

En este trabajo se presenta una estrategia de aumento de datos basada en el uso de una Red 

Generativa Antagónica Condicional (cGAN) para sintetizar imágenes multi-espectrales (combinando 

RGB y NIR) que mejoren la segmentación de cultivos y malas hierbas en la agricultura de precisión. 

En la Figura 2 se muestra el modelo cGAN utilizado, adaptado específicamente para esta tarea. La 

idea central consiste en reemplazar en las imágenes reales las zonas correspondientes a cultivos y 

malas hierbas con versiones generadas, lo que permite ampliar y diversificar el conjunto de datos de 

entrenamiento sin requerir un elevado esfuerzo de etiquetado. La incorporación de estas imágenes 

sintéticas en el entrenamiento permitió mejorar la precisión de segmentación de manera significativa, 

mostrando un incremento medido en términos de mIoU e IoU. 

 

Figura 2 Modelo cGAN                                                                                          

Diagrama elaborado por el autor, inspirado en el modelo original de Fawakherji et al. (2021). 
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Los experimentos se realizaron utilizando conjuntos de datos de remolacha azucarera (Bonn y 

Stuttgart) y un conjunto propio para el cultivo de girasol. El conjunto de datos de remolacha 

azucarera consta de dos subconjuntos – Bonn y Stuttgart – que contienen imágenes tomadas por un 

robot agrícola BOSCH Bonirob, equipado con una cámara de 4 canales (RGB + NIR) con resolución 

de 1296×966 píxeles, adquiridas en distintas semanas en campos de remolacha en Alemania. Por otro 

lado, el conjunto de girasol, recopilado en un campo en Jesi (Italia), consta de 500 imágenes con 

anotaciones a nivel de píxel que distinguen tres clases: cultivo, malas hierbas y suelo, y abarca 

diversas etapas de crecimiento, desde la emergencia hasta el final del período para tratamientos 

químicos. 

El uso de la cGAN no solo mejoró la precisión de segmentación, sino que también incrementó la 

capacidad de generalización del modelo, facilitando la detección de clases minoritarias como las 

malas hierbas y reduciendo la necesidad de datos etiquetados, ya que el modelo genera tanto las 

imágenes como las máscaras de segmentación. La calidad de los datos sintéticos se validó mediante 

diversas métricas (por ejemplo, Fréchet Inception Distance, Inception Score, KNN y otras de 

similitud), lo que confirmó su alto realismo y semejanza con las imágenes reales. 

En cuanto a los resultados, la integración de imágenes sintéticas mediante la cGAN permitió 

alcanzar mejoras notables. Así, en configuraciones que combinaron datos reales con las imágenes 

generadas se lograron valores de mIoU de hasta 0.98 y de IoU de 0.94, superando considerablemente 

el desempeño de modelos entrenados únicamente con datos reales. En un análisis estadístico 

realizado sobre 300 imágenes del conjunto de remolacha azucarera, la arquitectura Bonnet entrenada 

con la estrategia de aumento basada en cGAN superó a otras configuraciones en casi la totalidad de 

las imágenes evaluadas (por ejemplo, en 290 de 300 casos según la métrica IoU). Por otro lado, un 

enfoque basado en una GAN no condicional mostró valores inferiores (mIoU alrededor de 0.88 y IoU 

de 0.61), lo que evidencia la ventaja de utilizar la cGAN para la generación de datos sintéticos en esta 

aplicación. Además, para el conjunto de girasol se registraron mejoras en mIoU y precisión que 

destacan la efectividad del enfoque cGAN frente a las técnicas tradicionales de aumento de datos. 

3.2. Supervision 

Smart Monitoring of Crops Using Generative Adversarial Networks 

Este trabajo propone un enfoque semi-supervisado basado en redes generativas adversariales 

(GAN) para la clasificación pixel-wise de imágenes multiespectrales adquiridas mediante vehículos 

aéreos no tripulados (UAV) en aplicaciones de agricultura de precisión. La metodología está diseñada 

para abordar la limitación inherente de disponer de grandes volúmenes de datos etiquetados, 

combinando una cantidad limitada de datos anotados con numerosos datos no etiquetados para 

entrenar una red que, además de clasificar, genera imágenes foto-realistas que enriquecen el conjunto 

de entrenamiento. 

El sistema se evaluó sobre la base de datos weedNet, el cual fue recolectado por un micro 

vehículo aéreo (MAV) equipado con una cámara multiespectral Sequoia de 4 bandas. Las imágenes 

se capturaron desde un campo de remolacha a una altura de 2 metros, utilizando principalmente el 

canal NIR (790 nm) y el canal rojo (660 nm). A partir de estos, se extrajo el índice NDVI mediante la 

fórmula NDVI = (NIR – Red) / (NIR + Red), generando así imágenes compuestas por la información 

del canal rojo, del canal NIR y del NDVI. la base de datos incluye imágenes que representan 

exclusivamente cultivo, maleza o una combinación de ambos, acompañadas de anotaciones pixel-

wise. 

Para el entrenamiento semi-supervisado se emplearon diferentes porcentajes de datos 

etiquetados (50%, 40% y 30%), dejando el resto sin anotar. La red generativa toma ruido como entrada 

y produce imágenes sintéticas que imitan fielmente la distribución real de los datos, mientras que el 
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discriminador, adaptado a una tarea de clasificación multicategoría, asigna a cada píxel una 

probabilidad de pertenecer a las clases de cultivo, maleza o fondo (el último, en el caso de datos 

generados). En la Figura 3 se muestra el modelo GAN utilizado para este proceso. La calidad y el 

realismo de las imágenes generadas fueron evaluados mediante métricas cuantitativas (como Fréchet 

Inception Distance, Inception Score, KNN, entre otras), y se encontró que la integración de datos 

sintéticos permite mejorar la capacidad de generalización del modelo. 

 

Figura 3 Modelo GAN utilizado para el análisis de la base de datos WeedNet                                    

Diagrama elaborado por el autor, inspirado en el modelo original de Kerdegari, et al. (2020). 

Los resultados experimentales indican que, utilizando dos canales de entrada (rojo y NIR), el 

enfoque semi-supervisado basado en GAN alcanza un F1 score de aproximadamente 0.85 para la 

clasificación de cultivo y maleza, aun cuando se entrene con solo el 50% de los datos etiquetados. 

Aunque enfoques supervisados completos (como un modelo cascada basado en CNN) pueden 

obtener mayor precisión utilizando todo el corpus etiquetado, el método propuesto demuestra que 

es posible lograr una precisión razonable (alrededor del 80% en F1 score) con datos limitados, lo que 

resulta especialmente valioso en escenarios donde la adquisición y el etiquetado de grandes 

volúmenes de imágenes multiespectrales son costosos y laboriosos. 

Los resultados cualitativos respaldan estos hallazgos, mostrando mapas de probabilidad que 

evidencian la capacidad del modelo para distinguir cultivos de maleza, incluso en condiciones 

complejas donde ambas clases se solapan. La red logra capturar patrones espaciales relevantes, tales 

como la forma y textura características de cada clase, lo que mejora la clasificación pixel-wise y resalta 

la eficacia del enfoque semi-supervisado. 

3.3. Control/Automatizacion 

Enlisting 3D Crop Models and GANs for More Data Efficient and Generalizable Fruit Detection  

En este trabajo se propone entrenar un modelo de detección inicialmente con imágenes sintéticas 

etiquetadas generadas mediante renderizado 3D y luego adaptarlo al dominio real, tanto en 

condiciones de día como de noche, utilizando muy pocas imágenes reales. Se parte de un modelo 

entrenado de forma supervisada en el dominio fuente, lo que permite obtener buenos resultados en 

imágenes sintéticas, pero al aplicarlo en el dominio real se observa una degradación del rendimiento 

debido a la brecha entre ambos dominios. Para solucionar este problema, se lleva a cabo un ajuste 

fino del modelo utilizando tan solo una o pocas imágenes reales, lo que ya mejora de forma 

significativa la detección. 
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Además, se entrena un generador de imágenes basado en CycleGAN, modificado para conservar 

la semántica específica de la tarea, es decir, la posición y el tamaño de los racimos de uva. Esto se 

logra combinando diversas pérdidas: la pérdida adversarial para generar imágenes visualmente 

realistas, la pérdida de consistencia cíclica para garantizar que la imagen traducida pueda volver al 

formato original, la pérdida de identidad para mantener características importantes como la 

información de color, y una pérdida semántica específica que utiliza el modelo de tarea (con pesos 

fijos) para asegurar que las etiquetas se mantengan coherentes tras la transformación. Con este 

generador se convierten las imágenes sintéticas al aspecto del dominio real, permitiendo reentrenar 

el modelo de detección con estos datos generados. En la Figura 4 se muestra el modelo CycleGAN. 

 

Figura 4 Modelo CycleGAN utilizado.                                                                           

Diagrama elaborado por el autor, inspirado en el modelo original de Fei, et al. (2021). 

En los experimentos, utilizando el modelo YOLOv3-tiny, se observaron mejoras notables. Por 

ejemplo, en el dominio de día, se obtuvo un AP@IOU0.3 de 32.6 con 2 imágenes etiquetadas, 

incrementándose a 38.3 al usar 5 imágenes, mientras que en el dominio nocturno se logró un 

AP@IOU0.3 de 35.7 con 2 imágenes, aumentando a 38.2 con 5 imágenes. La incorporación del 

generador semánticamente restringido permitió alcanzar mayores precisiones, demostrando que la 

combinación de imágenes sintéticas, ajustes finos con un número muy reducido de imágenes reales 

y generación de imágenes que preservan la semántica de la tarea es una estrategia eficaz para reducir 

significativamente la necesidad de datos etiquetados en aplicaciones agrícolas. 

4. Discusión 

Los resultados obtenidos indican un camino claro hacia la automatización total del campo 

agrícola, con el potencial de transformar tanto la manera en que se cultivan los productos como la 

forma en que se gestionan los cultivos. Las tecnologías emergentes, como las aplicadas en el área 

de expansión de datos, pueden mejorar la estabilidad del entrenamiento de modelos, facilitando la 

creación de sistemas más eficientes y precisos que no dependan de grandes cantidades de datos 

etiquetados. Este aspecto es especialmente relevante para la automatización de tareas como la 

identificación de maleza, donde las GANs podrían entrenarse para distinguir entre plantas 

beneficiosas y malas hierbas, permitiendo la aplicación automatizada de soluciones como herbicidas 

o sistemas mecánicos que eliminen la maleza sin intervención humana. 

Además, la automatización de la supervisión de cultivos tiene un gran potencial para 

transformar las operaciones agrícolas. Tecnologías como drones y vehículos guiados 

automáticamente (AGVs) podrían monitorear los cultivos en tiempo real, evaluando la salud de las 

plantas y detectando la madurez de los frutos. Esto posibilitaría una cosecha automatizada que no 
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solo optimiza los tiempos, sino que también garantiza la calidad del producto, identificando el 

momento exacto de maduración y asegurando que la recolección se realice de manera eficiente. 

La optimización de cultivos es otro aspecto que se beneficiaría enormemente de estas 

tecnologías. A medida que las GANs y los sistemas automáticos mejoren, podría abrirse la puerta a 

la producción personalizada de alimentos, permitiendo incluso a los hogares contar con sistemas 

automatizados para cultivar sus propios productos. Esto no solo optimizaría el uso de recursos en 

espacios pequeños, sino que también contribuiría a una producción constante de alimentos, 

asegurando el suministro independientemente de fluctuaciones en la disponibilidad de mano de obra 

o de factores externos como el clima. 

En un contexto más amplio, estos avances sugieren que estamos al borde de una revolución en 

la agricultura inteligente. La combinación de tecnologías no solo promete hacer los sistemas agrícolas 

más eficientes y sostenibles, sino que también podría ofrecer soluciones a problemas globales 

relacionados con la producción a gran escala y la seguridad alimentaria. Sin embargo, aún existen 

desafíos técnicos, como la mejora de la estabilidad de los modelos, la capacidad de adaptarse a 

diferentes condiciones de campo y la necesidad de escalabilidad. Para avanzar, será necesario seguir 

explorando nuevas arquitecturas y técnicas de optimización que mejoren la precisión y confiabilidad 

de estos modelos. Además, la integración de estas tecnologías debe ser accesible para los agricultores 

mediante plataformas fáciles de usar y adaptables a sus condiciones locales. 

5. Conclusiones 

Las GANs tienen el potencial de revolucionar la agricultura, mejorando el monitoreo de cultivos, 

la detección temprana de enfermedades y la optimización de las prácticas agrícolas mediante el 

análisis predictivo de grandes volúmenes de datos. A pesar de los desafíos técnicos, como la 

estabilidad de los modelos y las demandas computacionales, los avances en IA y hardware podrían 

superar estos obstáculos, haciendo que la adopción sea más efectiva y escalable. 

Es crucial fomentar la colaboración interdisciplinaria para garantizar la implementación ética y 

accesible de esta tecnología. Además, su adopción puede generar beneficios socioeconómicos 

sustanciales, mejorando la productividad agrícola y contribuyendo a la sostenibilidad del sector. 
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